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不同种植设施背景蔬菜作物无人机高光谱精细分类
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摘 要：中国蔬菜产业规模大、产值高，是促进农民增收和农村农业经济发展的支柱产业。快速准确地获取区

域尺度蔬菜种植结构信息对于农业现代化、自动化和精细化等具有重要意义。无人机高光谱遥感技术具有快速

机动灵活和“图谱合一”的优势，在作物精细分类中具有广泛应用前景。然而蔬菜作物种植规模差异大、农业

景观破碎度高，同时还受地膜、大棚和防鸟网覆盖等影响，无人机高光谱图像易产生严重的混合光谱效应，给

蔬菜作物精细分类带来了极大的挑战。针对此问题，本研究以湖南省农科院高桥科研基地蔬菜种植区为例，获

取无人机高光谱图像，探索采用支持向量机和深度学习方法对不同蔬菜作物进行精细分类。研究结果表明：基

于无人机高光谱遥感数据，可以实现不同覆盖背景下的蔬菜作物精细分类；两大分类方法的平均总体精度分别

为 78.03%和 90.75%，平均Kappa系数分别为 0.7359和 0.8887，相较于支持向量机方法，基于深度学习的分类方

法获得的精细分类效果更加理想，三维卷积神经网络和引入注意力机制的卷积神经网络可以有效提取图像中的

光谱—空间特征信息，在蔬菜作物精细分类中体现出更好的分类效果；蔬菜作物在大尺度地块上空间纹理特征

明显，而在小地块尺度上差异较大，宜采用不同深度学习方法对其进行精细分类；不同覆盖背景与蔬菜作物产

生混合光谱效应，对作物精细分类效果影响显著。
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1　引 言

中国是蔬菜第一生产大国，蔬菜生产种植规

模、出口规模稳居世界第一位，蔬菜产量和质量

逐年增长，年度总产值达到 2 万亿元 （张真和，

2017a；李斯更和王娟娟， 2018；李哲敏 等，

2018）。蔬菜在中国农作物种植结构中占比高达

12.83%，是仅次于粮食的主要农作物之一，已成

为实现农业增收和促进农村经济发展的主要支柱

产业之一，在丰富老百姓菜品、提高人们生活水

平和促进乡村振兴战略实施等方面具有重要作用

（张真和，2017a；李斯更和王娟娟，2018；李哲

敏 等，2018）。准确掌握蔬菜种植类型、面积、空

间分布等种植结构信息对准确评估和预测区域蔬

菜产量及价格具有重要价值，对区域蔬菜作物管

理现代化、自动化和精细化具有重要意义。

遥感技术具有快速、宏观、无损监测的优势，

已发展成为农作物信息提取的主要手段之一（赵

春江，2014；陈仲新 等，2016；Weiss等，2020）。

采用多光谱遥感卫星影像对主要粮食作物开展分

类研究较多 （Weiss 等，2020），然而基于中低空

间分辨率卫星影像的作物分类结果尚不能满足现
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代农业信息化、精准化的需求，并且在提取作物

类型信息时，研究者通常需要获取作物生长周期

内 多 时 相 遥 感 卫 星 影 像 （Asgarian 等 ， 2016；
Zhong 等，2020），这对于多云雨地区而言极为困

难。另外，中国耕地地块面积小、景观破碎程度

高、异质性严重（Lu等，2013），中低分辨率卫星

影像无法实现作物精细分类。与主要粮食作物实

行大田种植方式不同，蔬菜多采用地膜覆盖或温

室大棚种植方式，用以抵御恶劣天气环境、控制

病虫害和提高作物单位面积产量。近年来基于卫

星遥感影像开展大棚和地膜覆盖信息提取成为研

究热点（Hasituya 和 Chen，2017；Jiménez-Lao 等，

2020；朱德海 等，2020），同时大棚内部或地膜覆

盖作物种植类型识别也正在引起学者的广泛关注，

比如，Aguilar（Aguilar等，2015）通过联合Landsat
多时相影像和WorldView-2影像，采用决策树和面

向对象分类方法探索研究了温室大棚内部秋季蔬

菜作物（番茄、胡椒、黄瓜和茄子）的分类问题，

总体分类精度最高可达 81.3%。这项研究表明通过

时序影像可以有效地探测温室大棚内蔬菜作物类

型。在此基础上，Nemmaoui 等 （2018） 提出了一

种基于多时相多传感器卫星数据的温室大棚内部

蔬菜作物识别的技术方法，并指出基于 Sentinel-
2A时间序列影像的分类结果要高于 Landsat 8序列

影像的分类结果。Moola （2021） 则基于 Sentinel-
1A SAR图像的时间序列，采用加权的动态时间规

整算法和模糊分类方法，实现了蔬菜作物有效

分类。

传统通过人工实地调查方式获取蔬菜作物种

植信息成本高、效率低，因此迫切需要发展快速

准确的蔬菜作物种植结构信息提取方法。无人机

遥感具有机动灵活、高空间分辨率、高便捷性、

高性价比等特点，在小区域目标信息精细化遥感

研究中具有重要作用 （李德仁和李明，2014；廖

小罕 等，2019），可作为卫星农业遥感的重要补

充。国内外不同学者采用无人机多光谱相机或数

码相机开展了主要粮食作物的精细分类和信息提

取研究 （Torres-Sánchez 等， 2014；韩文霆 等，

2017；李明 等，2018）。Feng等（2020）基于多时

相无人机获取的数码照片，提出了一种基于注意

机制的递归卷积神经网络方法实现了蔬菜作物精

细分类。

高光谱技术可以获取可见光至近红外光谱区

间数百个连续光谱曲线，具有“图谱合一”、波段

数量多、信息量大等优势（童庆禧 等，2016），能

够反映不同作物之间光谱特征细微差异，在农作

物精细分类中被广泛使用（Lu等，2020）。Xue等
（2017）提出一种基于稀疏图正则化的精细作物方

法，采用小型机载光谱成像仪 CASI获取高光谱数

据，对小麦、土豆、韭菜、菜花、甜椒、西瓜等

作物进行了精细分类，分类精度为 87.43%，该研

究指出其方法利用少量地面样本即可达到稳健的

分类效果；Wei等（2019）提出了一种基于空间光

谱融合的条件随机场的无人机高光谱遥感图像作

物的精细分类方法，通过融合光谱和空间特征，

减少同质区域内的光谱变化，从而达到准确识别

作物的目的，该方法对田块尺度的油菜、小白菜、

榨菜等 18 种蔬菜作物进行了精细分类，精度为

94.60%。随着高光谱遥感分类算法研究的深入，

越来越多的基于深度学习方法的分类算法也被应

用到作物精细分类中 （杜培军 等，2016；Lu 等，

2020；Weiss等，2020；Zhong等，2020）。

随着无人机有效载荷和续航时间的不断提高，

以及轻型高光谱成像传感器的快速发展，无人机

高光谱遥感技术作为一种新型遥感对地观测技术

应运而生，它可以获取高空间分辨率、高光谱分

辨率影像（H2影像），并且无人机高光谱遥感具有

灵活、成本低、实时数据采集能力强等优势特点，

被广泛应用于作物精细分类 （Zhong 等，2020）。

针对H2影像的优势与特点，Zhong等（2020）提出

了一种基于条件随机场的深度卷积神经网络方法，

用于农作物的精细分类，并构建了一套公开共享

的高光谱高空间（双高）遥感影像地物精细分类

数据集。

无人机高光谱由于其便捷性和高光谱高空间

分辨率特征，使得其在区域性作物精细分类上具

有较为明显的优势 （Zhong 等，2020）。然而基于

无人机高光谱的蔬菜作物的精细分类仍然面临着

一些挑战。首先，蔬菜作物类型繁多，栽培茬口

多样，种植方式与技术复杂多变，存在塑料地膜、

大棚、防鸟网、防虫网等复杂背景覆盖情形（张

真和，2017a，2017b），这影响着蔬菜作物的光谱

特征。其次，无人机高光谱影像极高空间分辨率

特征将导致作物光谱差异性和空间异质性，存在

“同物异谱，异物同谱”现象，给作物精细分类带

来了困难 （Zhong 等，2020）。最后，蔬菜种植地

281



National Remote Sensing Bulletin 遥感学报 2024, 28（1）

块尺寸较小，多种蔬菜类型混合种植情形多，农

业景观破碎，地块形状和规模差异较大，地块尺

度影响分类模型中参数的设置与选择。在此复杂

背景下，作物的光谱和纹理特征会发生较大的变

化，为蔬菜作物精细分类带来极大挑战，当前高

光谱图像精细分类方法能否适用于复杂背景下的

蔬菜作物精细分类尚需要进一步深入研究。

为解决上述现实问题，探索在局部小区域尺

度上蔬菜作物信息提取方法，本研究以湖南省农

业科学研究院高桥科研试验基地为研究区，采用

无人机高光谱数据，探索基地内不同蔬菜作物精

细分类方法，以期为开展复杂背景下的基于无人

机高光谱遥感技术的蔬菜作物精细分类方法研究

和蔬菜种植精细管理提供技术支撑。

2　研究区概况和数据处理

2.1　研究区概况

湖 南 省 农 业 科 学 院 高 桥 科 研 试 验 基 地

（113° 21′39.5928″E， 28° 28′54.3756″N） 位于湖南

省长沙县高桥镇，占地面积 3246 亩，地势平坦；

该基地包含湖南省作物所、蔬菜所等 11个研究所

作物新品种选育、栽培、筛选试验核心区和成果

展示区，是一个综合性的试验示范基地。本次研

究区域位于该试验基地南部区域，如图 1 （a）所

示。通过实地踏勘和统计，研究区域内包含有番

茄、辣椒、水稻等 9种农作物，不同农作物的种植

结构、植株大小、间隙等并不一致；作物背景信

息十分复杂。试验时间正值该区域不同蔬菜作物

培育、生长关键期，实验区蔬菜作物类型较多，

不同蔬菜作物的覆盖背景十分复杂，包括地膜、

防鸟网、防虫网以及大棚覆盖等，如图 1 （b）所

示，比较适合复杂背景下作物分类研究。部分作

物底部覆有地膜，如辣椒、丝瓜种植区；部分作

物是种植在大棚内部，如辣椒种植区；甚至还有

部分作物底部覆盖地膜，顶部有防鸟网或纱网，

如番茄、南瓜种植区。而水稻种植区顶部没有防

鸟网，属于大面积密集覆盖，且长势良好，实景

照片如图2所示。

2.2　数据获取与预处理

本次试验选择的无人机平台为大疆经纬 M600 
PRO，飞行时间是 2021 年 6 月 8 日上午 11：00，天

气晴朗，微风，比较适合利用无人机平台获取遥

感数据。无人机上搭载了 Headwall 微型高光谱成

像仪Micro-Hyperspec，其光谱范围是 400—1000 nm，

270个光谱波段，光谱分辨率为 2 nm。作业时飞行

高度为 200 m，地面分辨率为 12.33 cm。飞行前，

在飞行区域平整地面上铺设定标白布，用于获取

地表反射率数据；同时获取传感器相应的暗电流

用于消除噪声，提高数据信噪比。此次实验共获

取 4 个条带，分别将每个条带转换成辐射亮度数

据，然后对其进行正射校正并镶嵌成一幅图像；

最后采用基于平场域方法（童庆禧 等，2006）获

取研究区域的地表反射率数据。由于图像空间分

辨率较高、范围较大，在分类时需要较大的计算

机内存，为此我们将原始图像以 4∶1的方式进行

空间采样，同时训练样本与测试样本执行同样的

操作。

（a） 研究区标准假彩色合成图像

（a） False color compositing image for study area
（b） 研究区覆盖类型分布图

（b） Different crop background covers
图1　研究区域、作物覆盖背景分布图

Fig. 1　Study area， crop background covers distributions
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2.3　训练与测试样本选择

为了准确提取研究区作物类别，根据现场踏

勘结果将研究区的地物类型划分 14 个类别，如

图 3所示，包括茄子、丝瓜、水稻、辣椒、番茄、

铁皮厂房、西瓜、南瓜、黄瓜、番薯、无种植、

水泥路面、裸土和其他。不同于众多高光谱分类

验证实验采用随机抽取训练集的做法，本研究采

取更贴合实际应用的方式，根据实地踏勘结果，

通过人工选取小块作物作为带标记的训练样本

（图 3 （a）），再选择剩下的作物作为测试样本

（图 3 （b）），以此减少训练集与测试集的空间相

关性，同时增加样本测试的难度。具体样本划分

如表1所示。

3　作物精细分类方法

近年来，国内外学者发展了一系列针对作物

精细分类的不同算法模型（陈仲新 等，2016），其

难点在于设计合适的分类算法从影像中挖掘有用

的特征信息。在众多的分类算法模型中，经典机

器学习方法和深度学习方法在作物精细分类中扮

演重要角色。鉴于此，本文探索采用经典的支持

向量机 SVM 方法和深度学习方法开展高桥实验田

蔬菜作物精细分类研究。

（a） 地膜覆盖

（a） Mulch film

（b） 防鸟网/防虫网覆盖

（b） Bird or insect-proof screen

（c） 大棚覆盖

（c） Greenhouse
图2　不同覆盖背景

Fig. 2　Different cover backgrounds for vegetable crops

表 1　训练样本及测试样本统计

Table 1　　Statistics for training and test samples

序号

1
2
3
4
5
6
7
8
9

10
11
12
13
14

类别名称

茄子

丝瓜

水稻

辣椒

番茄

铁皮厂房

西瓜

南瓜

黄瓜

番薯

无种植

水泥路面

裸土

其他

训练样本 （像元数）

554
1199
1018
1698
1413
256
25

183
36
50
55

100
630
189

测试样本 （像元数）

2272
6556
6307

10467
7380
761
79

825
198
227
235
783

1733
785

（a） 训练样本

（a） Training samples
（b） 测试样本

（b） Testing samples

图3　14类地物训练样本和测试样本分布图

Fig. 3　Distribution map of 14 kinds of ground object training 
samples and testing samples
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3.1　基于 SVM 的分类方法

在机器学习领域中，SVM 方法利用结构风险

最小化原理，能够在少量样本情况下完成多维特

征分类，取得良好分类效果并可以避免过拟合现

象，SVM 优良的泛化能力使得其被广泛应用于遥

感图像分类领域 （吴锦玉 等，2019；叶珍 等，

2021）。尤其是基于核变换的 SVM 方法性能较好，

它利用内积核函数实现特征向高维空间映射，解

决了特征类别线性不可分问题。其中，高斯径向

基函数RBF （Radial Basis Function）能够在使用较

少参数的情况下得到与其他核函数相似的性能，

是 SVM方法最常用的核函数之一（Camps-Valls和
Bruzzone，2005；叶珍 等，2021）。此外，对于高

光谱图像而言，其丰富的光谱信息有利于地物光

谱特征表达，但是也带来了信息冗余和维度过高

的问题。主成分分析 PCA （Principal Component 
Analysis）（Jolliffe和Cadima，2016）是一种经典且

应用十分广泛的数据降维方法，其核心思想是降

低数据维度的同时尽可能多地保留原始数据信息，

它通过正交变换寻找一组新的变量，依次使各个

变量方差最大化，并且各变量之间彼此不相关。

主成分分析法可以在一定程度上解决高光谱数据

信息冗余和维度过高的问题。

本研究设计了传统 SVM 分类方法 （SVM-
Linear）、基于核变换的 SVM 分类方法 （SVM-
RBF）、基于主成分变换和核变换的 SVM分类方法

（SVM-RBF-PCA）对高桥实验田的不同作物分类。

其中， SVM-RBF 径向基函数 gamma 值设定为

0.125，惩罚系数 C=40；PCA主成分数目尝试了从

5—50的所有设置。另外，将空间纹理结构特征加

入到 SVM-RBF-PCA 模型中形成 SVM-RBF-PCA-
GLCM模型。空间纹理结构特征通过计算灰度共生

矩阵（吴锦玉 等，2019）获得表征图像纹理结构

特征指标，包括均值、方差、同质性、对比度、

熵、差异性、二阶矩和相关性共 8项指标。另外，

我 们 还 选 择 了 一 种 基 于 扩 展 随 机 游 走 ERW
（Extended Random Walkers） 分类方法 （Kang 等，

2015） 来提高分类精度。该方法是一种典型的空

间信息后处理技术（叶珍 等，2021），首先采用支

持向量机分类器获得高光谱图像的分类概率图，

然后使用 ERW 算法对获得的像素概率图进行优

化，将高光谱图像的空间信息编码为加权图，通

过充分考虑相邻像素之间的空间相关性、训练样

本和测试样本之间的连通性等，从而对图像分类

呈出很好的分类性能（Kang等，2015），我们将此

方法称为SVM-ERW。

3.2　基于深度卷积神经网络的分类方法

随着深度学习在计算机视觉领域取得巨大成

功，国内外不同学者也尝试将深度卷积神经网络

引入高光谱图像分类（Zhong等，2018；Mdrafi等，

2020）。深度卷积神经网络结构可以自动学习图像

的抽象特征，获得样本更高层次和更丰富的语义

信息，从而更好地完成分类任务，避免了传统方

法中使用特征工程选择和构建特征集的繁琐流程。

卷积神经网络 CNN （Convolutional Neural Network）
可以很好的抽取图像高维特征，在图像分类与识

别中应用较多。本文采用一维 CNN 卷积神经网络

（1D-CNN）、三维卷积神经网络（3D-CNN）（Li等，

2017）以及引入注意力机制的 Attention-CNN 模型

（Mdrafi 等，2020），以上模型参数均按照原文设

置。详细介绍 CNN 模型超出了本文探讨的内容且

需要占用较大的篇幅，读者可查阅参考文献进

行 详 细 了 解 。 值 得 注 意 的 是 3D-CNN 模 型 和

Attention-CNN 模型都是基于三维 CNN 模型的，能

够较好地融合光谱—空间特征信息。3D-CNN模型

主要通过三维空间滤波方式提取这些图像中的光

谱—空间特征，从而能较好地提取图像高阶特征。

Attention-CNN 模型基于三维卷积神经网络，通过

加入注意力机制，能让网络更好地专注于学习通

用特征，且能够较好地用于迁移学习 （Ji 等，

2013）。

3.3　分类结果精度评价

将分类结果与测试样本进行比较，构建混淆矩

阵，提取相关指标评价不同分类方法的分类精度，

包括总体分类精度 OA （Overall Accuracy）、Kappa
系数 （Kappa） 、用户精度 UA （User’s Accuracy）、

平均分类精度AA（Average Accuracy），不同精度计

算方式（Congalton，1991）为式（1）—（4）。

OA = ∑
i = 1

C

xii

N × 100% （1）

Kappa =
N∑

i = 1

C

xii - ∑
i = 1

C

xi + ⋅ x+i

N 2 - ∑
i = 1

C

xi + ⋅ x+i
（2）
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UA = xii
xi +

× 100% （3)

AA = ∑
i = 1

C UA i

C (4)

式中，N为验证样本总数量，C为类别数量；xii为混

淆矩阵主对角线上的元素，表示第 i类被正确分类

的样本数量；xi+，x+i分别为混淆矩阵第 i行和第 i列

的和，分别表示第 i类分类的结果和地面真实值。

4　结果分析

4.1　训练样本的光谱特征

高光谱技术能够以较高的光谱分辨率获得地

物的诊断光谱，从而区分具有不同性质的地物，

但是当地物受到土壤、地膜、大棚覆盖背景物体

等强烈影响时，地物诊断光谱特征会发生变化。

图 4 （a）、（b）、（c） 分别显示了在大棚、地膜和

防虫网覆盖背景下，不同作物平均光谱与标准差。

可以看出，作物在不同覆盖背景下，同类作物的

光谱变化范围较大，不同作物之间会存在交叠区

域，这意味着仅采用光谱特征对作物精细分类存

在较大挑战。另外，研究区 14类不同地物训练样

本的平均光谱相关系数矩阵如图 4 （d）所示，此

相关系数矩阵图也表明，铁皮厂房与其他地物光

谱呈负相关特征，受地面背景影响，水泥路面和

无种植区与其他作物的光谱相似程度有较大差异；

而从整体上来看，不同蔬菜作物之间的光谱相似

程度较高，这也表明仅利用光谱特征较难区分这

些不同蔬菜作物。

（a） 大棚覆盖背景作物平均光谱与标准差
（a） Mean spectra±standard deviation for crops under 

greenhouse cover backgrounds

（c） 防虫网覆盖背景作物平均光谱与标准差
（c） Mean spectra±standard deviation for crops under insect-

proof screen cover backgrounds

（b） 地膜覆盖背景作物平均光谱与标准差
（b） Mean spectra±standard deviation for crops under mulch 

film cover backgrounds

（d） 训练样本平均光谱相关系数矩阵
（d） Average spectral correlation coefficient matrix for training 

samples
图4　不同覆盖背景作物平均光谱与标准差，训练样本平均光谱相关系数矩阵

Fig. 4　Mean spectra±standard deviation for different covers， mean spectra correlation matrix for each crop
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4.2　不同分类方法的结果与精度

实验所用训练集、测试集及不同分类方法得

到的结果如图 5 所示，精度评价见表 2。从图 5 中

可以看出，采用基于 SVM 的分类方法结果整体上

要劣于深度学习的方法，其分类结果图像中椒盐

噪声更加突出。这是由于图像整体空间分辨率较

高、地物的光谱变化较大所造成的，同时还受到

土壤、地膜等复杂背景的影响，采用逐像素分类

的 SVM 类方法效果不太理想。1D-CNN 模型尽管

采用了深度学习网络架构，但是由于其仅利用单

个像素的光谱信息，没有融合邻域信息，所以其

分类结果仍然存在较多的椒盐噪声。其他基于深

度学习的模型由于能够更好地结合光谱与空间信

息，分类效果能够得到显著提高，并极大程度地

消除了椒盐噪声现象。另外，对于小块田间作物

以及受地膜、大棚以及防鸟网覆盖影响的作物分

类结果，由于其混合光谱现象严重，传统基于

SVM 的方法和 1D-CNN 方法非常容易产生错分

现象。

（a） SVM-Linear

（d） SVM-RBF-PCA-GLCM

（g） 3D-CNN

（b） SVM-RBF

（e） SVM-ERW

（h） Attention-CNN

（c） SVM-RBF-PCA

（f） 1D-CNN

图5　基于不同方法的作物分类结果

Fig. 5　Classification results by different methods
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从分类精度评价结果来看，基于 SVM 方法的

总体分类精度、用户平均精度和Kappa系数均要低

于深度学习方法得到的结果。而当训练样本数量

较少时，基于 SVM 方法难以挖掘总体特征，分类

模型的泛化能力不足，从而导致分类结果不稳定，

在有些模型中分类精度偏低，比如西瓜、黄瓜、

番薯、水泥路面等地物。然而，基于深度学习的

分类方法能够容纳更多的特征信息，学习到更多

抽象特征，对噪声及模型的容错能力也更强，所

以在 3D-CNN 模型和 Attention-CNN 模型中，所有

类别的分类精度均比较稳定且都较高。另外，受

背景因素影响小且属于大面积密集分布的地物在

所有分类方法中均能有效地区分开来，比如铁皮

厂房、水稻，这从训练样本的平均光谱特征也能

反映出来。而不同蔬菜种类的混合光谱较为严重，

且种植面积小、植株间隔与生长发育阶段差异大，

从而导致难以区分，这在不同的分类方法体现较

为明显，比如番茄、番薯、黄瓜和辣椒等，在3D-
CNN 和 Attention-CNN 模型中得到了极好的区分，

而其他分类方法的结果差异较大。

4.3　不同分类方法比较与分析

4.3.1　基于 SVM 方法的分类结果比较

在不同 SVM 分类方法中，由于其所采用的分

类模型和输入特征差异影响，分类结果也存在较

大差异。相较于 SVM-Linear方法，SVM-RBF模型

采用 RBF 核函数将原始特征光谱空间投影到更加

高维空间，以解决线性不可分问题，理论上应该可

以得到更好的分类结果 （CampsValls 和 Bruzzone，
2005）。然而在本实验中，SVM-RBF 模型并没有

体现出更加强大的优势，反而在西瓜、水泥路面、

裸土这些地物分类中表现出更差的分类结果。这

有可能与训练样本的数量和可分性密切相关，这

些地物的样本数量偏少，样本空间即使投影到高

维空间，也难以被区分开来。高光谱不同波段之

间的强相关性以及信息冗余容易引发“Hughes 现
象”，主成分变换方法可以对原始光谱数据进行降

维，通过提取部分主成分分量进行地物分类有可

能在一定程度上提高分类模型的鲁棒性。提取前 k
个主分量输入到基于 RBF 核变换的 SVM 分类模型

中，得到的分类结果精度与主成分分量个数之间

表 2　测试样本的分类精度

Tabel 2　　Classification accuracies of test samples
/%

序号

1
2
3
4
5
6
7
8
9

10
11
12
13
14

OA
AA

Kappa

类别名称

茄子

丝瓜

水稻

辣椒

番茄

铁皮厂房

西瓜

南瓜

黄瓜

番薯

无种植

水泥路面

裸土

其他

SVM-Linear
87.81
68.12
99.79
92.49
57.03
100.00

56.96
69.82
86.36
87.22
89.79
82.63
74.09
72.74

80.58
80.35
76.85

SVM-RBF
78.65
82.84
97.62
82.48
79.35
99.87
27.85
78.55
63.13
82.82
81.70
30.14
44.43
61.40
81.04
70.77
77.04

SVM-RBF-PCA
91.33
72.27
98.43
94.20
69.39
100.00

67.09
94.79
98.48
87.67
86.81
83.91
43.16
76.56

83.41
83.15
80.09

SVM-RBF-
PCA-GLCM

40.27
98.12
93.18
47.84
68.36
99.34

0.00
91.03
80.81
55.51

6.81
18.26
22.33
36.56
67.09
54.17
60.39

SVM-EWR
99.82
97.50
100.00

99.98
68.04
100.00

79.75
100.00

100.00

100.00

100.00

37.29
55.34
72.23

89.57
86.42
87.30

1D-CNN
71.79
74.31
99.94
88.09
83.64
100.00

63.29
48.00
72.22
95.15
80.00
86.97
79.00
87.90

84.68
80.74
81.56

3D-CNN
97.62
97.79

98.89
91.24
96.08

100.00

65.82
84.24
100.00

100.00

81.70
95.40

85.92

60.76
94.14

89.68
92.94

Attention-CNN
100.00

88.00
100.00

97.66

87.76
100.00

87.34

100.00

100.00

100.00

100.00

85.19
81.65
79.87

93.43
93.39

92.10
注： 加粗数字表示同类最高精度。
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的关系如图 5 所示。可以发现，当主分量数量过

少，会影响到分类精度，而随着主分量数量的增

加，分类精度会有所提升直到稳定状态，此时如

果再增加主分量数量，分类精度反而会下降。从

图 6 可以看出，取前 15 个主成分分量能够达到较

好的分类结果，此 15个主成分占原图像信息含量

为 99.92%，所有地物的平均分类精度为 83.15%，

仅裸土的分类精度较低。如果在此基础上再加入

灰度共生矩阵的纹理特征，即 SVM-RBF-PCA-
GLCM模型。一般来说，将高空间分辨率图像的空

间纹理特征输入到分类器中有助于提高图像分类

精度。但对于本研究而言，它并没有获得理想效

果，这是因为本研究区地表覆盖类型十分复杂、

作物的生长阶段也不一致，多数地物并没有体现

出有规律的空间纹理特征所致。但是从表 2也可以

看出，对于大面积分布、有一定空间纹理规律的

地物，SVM-RBF-PCA-GLCM 模型能够得到较好

的效果，如丝瓜、水稻、铁皮厂房、南瓜、黄瓜。

相较于本文其他 SVM 方法，采用空间后处理技术

的 SVM-ERW 方法考虑了相邻像素之间的空间相

关性以及训练样本和测试样本之间的连通性，在

消除“椒盐”噪声方面表现良好，同时在整体精

度上展示出较好的性能，但是该方法容易将作物

间的其他地物类型划分为相同作物，比如其中的

水泥路面、裸土和其他，多被错误划分成邻近作

物类型。

4.3.2　基于深度学习方法的分类结果比较

针对高光谱遥感图像高维非线性问题，深度

学习方法具有较强的自主学习能力的优势，并且

能够解决复杂的多维非线性问题，可以从原始图

像中提取各层次特征，从而在高光谱图像分类中

表现出更强的鲁棒性。从分类结果上看出，3D-
CNN模型与 Attention-CNN 模型由于融合了图像光

谱—空间信息，极大地提升了高光谱图像分类精

度，同时分类结果也剔除了大部分椒盐噪声；基

于深度学习方法的分类结果总体分类精度整体上

比 SVM方法提升了 12.7%。3D-CNN模型基于整个

高光谱立方体数据集，有效地提取了光谱—空间

特征，并且不依赖于数据预处理方式或后期处理，

能够取得较好的效果，所有地物类型的分类精度

均有很大的提升。引入注意力机制的 Attention-
CNN 模型，可以让模型忽略无关信息而更多地关

注图像中的高阶光谱特征，从而提升图像分类效

果。从分类结果上来看，Attention-CNN 模型与

3D-CNN 模型在总体分类精度 OA、Kappa 系数上

并没有体现出太多的差异，但是它的平均分类精

度却提升了 3.7%，对于西瓜这类小样本数量地物

而言，其分类精度远超过其他方法。

4.4　不同尺度地块的分类结果

不同尺度地块上的蔬菜作物精细分类主要依

赖于蔬菜作物本征光谱特征和空间纹理结构特征。

大尺度地块上的蔬菜作物空间纹理结构更加显著，

如辣椒、番茄和丝瓜，而小尺度地块上蔬菜作物

因种植数量有限，无法形成大规模空间覆盖，空

间纹理结构特征不能很好地体现作物空间分布特

征。相较于 SVM 机器学习方法，深度学习方法在

蔬菜作物精细分类结果上体现出更加优越的性能，

但是对于不同地块尺度上的蔬菜作物精细分类，

不同深度学习方法依存在一定的差异性。三维卷

积网络 3D-CNN 深度学习方法可以深度融合图像

中的光谱、空间纹理结构信息，能对大尺度地块

的蔬菜作物进行更好的精细分类，比如对于大尺

度地块的辣椒、丝瓜和番茄，其错误分类明显要

少于 Attention-CNN 模型，但对小地块尺度上辣

椒 、 南 瓜 和 丝 瓜 而 言 ， 其 分 类 结 果 要 劣 于

Attention-CNN 模型。引入注意力机制的卷积网络

模型 Attention-CNN 对小地块有更好的分类结果，

这是由于 Attention-CNN 模型能够较好地融入邻域

范围内的光谱特征，从而能够更好地捕捉局部区

域的光谱—空间结信息，比如小地块尺度的茄子、

图6　不同数量的主成分分类精度变化

Fig. 6　Classification accuracy variations with different number 
of PCA components
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南瓜、黄瓜、丝瓜都能得到更佳的分类效果。因

此，地块尺度大小及作物呈现的空间纹理结构特

征对于蔬菜作物精细分类有较大影响，在蔬菜作

物精细分类中应予以考虑。

4.5　不同覆盖背景下蔬菜作物的分类结果

不同覆盖背景会与作物产生光谱混合现象，

特别是作物处于不同生长发育阶段、叶面积覆盖

较小时，作物混合光谱效应越明显，混合光谱差

异越大，从而影响作物的精细分类结果。水稻作

物由于没有覆盖背景影响且叶面积覆盖较大，其

光谱特征明显、作物内部同质性高，因此在所有

分类方法中水稻作物能够很好地与蔬菜其他作物

区分开来。辣椒包含地膜、大棚和防虫网 3种覆盖

背景，尽管总体上深度学习方法获得了较好的分

类结果，但是在不同覆盖背景上的分类效果还是

存在一定的差异。在 3D-CNN模型的分类结果中，

均会出现部分区域由于混合光谱影响而错分为其

他类型的现象，特别是在小尺度地块分类结果中，

3种覆盖类型的部分地块均出现了极端错误分类情

形。例如第二排小尺度地块中的左起第 12块大棚

覆盖辣椒、第 23块防虫网覆盖辣椒以及第三排第

5、6块地膜覆盖辣椒均出现了极端错误分类情况；

而在 Attention-CNN 模型辣椒分类结果中，仅第二

排第 12块大棚覆盖辣椒出现了极端错误现象，其

他覆盖背景的辣椒作物得到了较好的分类效果，

但是大尺度地块上地膜覆盖辣椒除外。地膜覆盖

的丝瓜在 3D-CNN 模型中分类效果较好，但防防

虫网覆盖的丝瓜欠佳；Attention-CNN 模型的分类

效果与之相反。在小尺度地块上，地膜和大棚覆

盖的茄子在 Attention-CNN 模型中均得到了较好的

分类效果。

产生上述现象的原因在于不同覆盖背景对训

练集混合光谱的影响。在实验区中，辣椒、茄子

和丝瓜 3种作物最为典型，均受了地膜、大棚及防

虫网覆盖背景的影响。它们处在不同生长发育阶

段，其中辣椒处于初花期生长阶段，叶片较为茂

盛，植株长势较好；茄子处于移栽期，叶片较小，

植株整体偏小；丝瓜处于盛果期，叶片茂密，整

体植株覆盖面积大。这 3种作物在不同覆盖背景下

的作物光谱如图 7所示。从图 7中可以看出，不同

覆盖背景下的作物光谱有显著差异，这也给同种

作物精细分类带来较大挑战。不同蔬菜作物受覆

盖物材质、颜色以及作物生长物候等因素影响，

其光谱曲线的变化会存在一定的不确定性。在将

来的研究中，我们将围绕不同地区常用地膜、大

棚材质、颜色开展更进一步的高光谱成像实验，

深入分析其光谱、空间特征变化机理，阐明蔬菜

作物设施覆盖对其光谱的影响性。

（a） 辣椒

（a） Pepper

（b） 茄子

（b） Aubergine

（c） 丝瓜

（c） Luffa
图7　不同覆盖背景下蔬菜作物光谱

Fig.7　Spectra of vegetable crops under different
background covers
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5　结 论

本研究以湖南省农业科学研究院高桥科研基

地为研究区，通过利用无人搭载高光谱传感器获

取研究区的高光谱数据，采用当前流行 SVM 机器

学习方法和深度学习方法对研究区的蔬菜作物进

行了精细分类，经过对分类结果比较和精度评价

分析，不同的方法均能得到较好的效果，可为复

杂背景下田间蔬菜作物无人机高光谱精细分类提

供一定的技术支持。通过本次研究，可以得到以

下结论：

（1） 无人机高光谱遥感数据兼具高空间分辨

率和高光谱分辨率的特点，在受到地膜、防鸟网、

大棚覆盖等复杂背景影响情况下，仍可有效地实

现蔬菜作物高精度精细分类，可对区域蔬菜作物

管理现代化、自动化和精细化提供有力支撑。

（2）基于 SVM 的不同分类方法可以得到较好

的分类效果，但难以克服分类中的椒盐噪声影响；

由于高光谱数据的高维度、信息冗余、非线性等

特点，直接将原始高光谱特征输入 SVM 分类器以

及核变换分类器，效果不甚理想，但是通过选择

主成分降维后可以有效地提升分类效果，但是效

果有限；鉴于本研究不同蔬菜作物的种植背景较

为复杂、作物生长阶段差异较大，空间纹理结构

特征的输入并没有取得理想的分类精度提升效果。

（3）基于深度学习的方法（1D-CNN除外）可

以有效实现对复杂背景下的蔬菜作物分类；三维

卷积神经网络（3D-CNN）能够有效地提取高光谱

图像中的光谱—空间特征，并从中挖掘深层次的

高级语义信息，分类结果中能有效地消除椒盐噪

声，在蔬菜作物精细分类中表现出强大的优势；

基于注意力机制的卷积神经网络（Attention-CNN）
通过关注图像中的光谱—空间特征信息，在分类

精度上表现得更加平衡，对于西瓜这类小样本数

量地物而言，其分类精度远超过其他方法。

（4） 蔬菜作物在大尺度地块上空间纹理特征

明显，而在小地块尺度上差异较大，宜采用不同

深度学习方法对其进行精细分类。基于 3D-CNN
模型有效地融合了光谱—空间结构特征，更加适

合提取大地块尺度上的蔬菜作物；Attention-CNN
模型引入注意力机制，聚焦高阶光谱特征和局部

邻域信息，更加适合小尺度地块作物的精细分类。

由于蔬菜作物种植的特殊性和实验基地的局

限性，本研究获取的数据较为有限，后续将通过

深入研究不同覆盖背景对蔬菜作物光谱信号的透

过规律和影响机制，收集多个区域的高光谱航飞

数据，进一步分析研究蔬菜复杂覆盖背景下的蔬

菜作物种植结构信息高光谱遥感探测能力及精度。

志 谢 此次野外实验得到了湖南省农业科

学研究院蔬菜研究所番茄课题组张战泓、白占兵、

欧阳娴的大力支持，在此表示衷心的感谢！
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Fine classification of vegetable crops covered with different planting 
facilities using UAV hyperspectral image
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3.Aerospace Information Research Institute, Chinese Academy of Sciences, Beijing 100101, China

Abstract： With large-scale and high-output values, the vegetable industry of China is a pillar industry to promote the income increase of 

farmers and the development of rural agricultural economy. Rapidly and accurately obtaining the structural information of vegetable crop 

planting is of considerable importance for agricultural modernization, automation, and precision. With the advantages of fast mobility, 

flexibility, and image-spectrum merging, Unarmed Aerial Vehicle (UAV) hyperspectral remote sensing has wide prospects in fine 

classification of crops. However, vegetable crop planting scales and modes have considerable variations, and the fragmentation of 

agricultural landscape is high in China. The vegetable crops are also affected by the coverage of plastic film, greenhouse, and bird proof net, 

which easily produced the mixed spectral effect in UAV hyperspectral images and also introduced considerable challenges to the fine 

classification of vegetable crops.

Hyperspectral images of Gaoqiao scientific research base of Hunan Academy of Agricultural Sciences were obtained by UAV. The field 

survey revealed that the area contains 14 ground feature categories, including eggplant, towel gourd, rice, pepper, and tomato. Support Vector 

Machine (SVM) is widely used in crop classification due to low requirements for data and excellent generalization capability. Meanwhile, deep 

convolution neural network structures can automatically learn the abstract features of images and obtain high-level and rich semantic 

information of samples to successfully complete the classification task. Therefore, SVM and Deep Learning (DL) methods were applied to 

the classification of vegetable crops in this study. Unlike other hyperspectral classification verification experiments that randomly select 

training sets, training and test samples were manually selected in this study to reduce the spatial correlation between training and test sets, 

and the performance of different classification methods was evaluated using confusion matrix.

The results showed that based on hyperspectral images obtained by UAVs, the average overall accuracy of vegetable crop classification 

using SVM and DL methods is 78.03% and 90.75%, respectively, and the average Kappa coefficients are 0.7359 and 0.8887, respectively. 

Compared with the SVM methods, the fine classification effects obtained by the DL methods are more ideal. This finding is attributed to the 

effective extraction of spectral and spatial feature information from the image using the three-dimensional convolutional neural network and 

the convolutional neural network with attention mechanism, thus demonstrating a superior performance in the classification of vegetable 

crops. The spatial texture characteristics of vegetable crops are observed on large-scale plots, while they are various on small-scale plots. 

Thus, using different DL methods for the classification of vegetable crops on different scale plots is appropriate.

Vegetable crops under different planting facilities were classified in this study using UAV hyperspectral images. Under the influence of 

complex backgrounds such as plastic films, bird nets, and greenhouses, satisfactory performance was still achieved using SVM and DL 

methods, which can provide technological support for the modernization, automation, and refinement of regional vegetable crop 

management.

Key words： fine classification, vegetable crops, Unmanned Aerial Vehicle (UAV), hyperspectral, greenhouses, mulch film

Supported by National Key Research and Development Program of China (No. 2017YFE0194900); Open Fund of State Key Laboratory of 

Remote Sensing Science (No. OFSLRSS202221）; Scientific Research Project Supported by Hunan Provincial Department of Education 

(No. 21B0046); 2019 Hunan Postgraduate High Quality Course Project “Microwave and Hyperspectral Remote Sensing” (No. 130)

292


